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Tehisintellekt (TI) on üks arvuti
teaduse haru, mil le eesmärk on 
täiendada ja asendada inimintellekti 
(1). Viimastel aastatel on TI väga 
ulatuslikult levinud meditsiinis, 
tervishoius tervikuna. Meditsiini
liste andmete analüüsimine TI abil 
on saanud tegelikkuseks ja oftalmo
loogia ei ole erand (2).

mA siNÕPPe mÕiste JA 
OLemus
Mitte väga kauges minevikus on 
arvutid oma ülesannete täitmiseks 
olnud eelprogrammeeritud lahen
dite ja algoritmidega. Masinatel oli 
vägagi suur võimekus täita keeru
lisi ja andmemahukaid ülesandeid. 
See ei tähendanud siiski intellekti 
olemasolu – masin järgis kindlat 
etteantud rada. Uue informatsioo
niga kohanemine protsessi käigus oli 
piiratud. Veel enam, need masinad oli 
programmeerinud inimaju, mis võib 
olla piiravaks ja takistavaks teguriks 
oma võimekuse poolest. Arvutid 
saavutavad oma tõelise võimekuse 
siis, kui nad ise otsivad ja leiavad 
lahendused. Selle protsessi nimi 
ongi masinõpe. Sõna ja mõiste „masi
nõpe“ kasutuselevõtja Arthur Samuel 
postuleeris juba 1959. aastal, et 
tehisintellekt on protsess, kus üles
annete lahendamise käigus masin 
ise kirjutab endale programmid ja 
lahendab need iseseisvalt (3).

Esimeseks sammuks sellel teel 
on olnud näiteks binaarne ülesanne 
eristada silmapõhja fotode järgi 
diabeetilise retinopaatiaga (DR) ja 
tervet reetinat. Selleks vajab arvuti 
suurt hulka silmapõhja fotosid (nn 
treeningandmestik) ning samas 
suurusjärgus kontrollandmebaasi. 
Erialaspetsialistid lahterdavad ja 
rühmitavad need fotod ning sellest 
saab edasisel analüüsil referents
andmestik. 

Seejärel va l itakse õppimise 
struktuuri baasalgoritm ning masi
nasse söödetakse andmed ning 
arvuti genereerib juba omaenese 
vastused. Seejärel kontrollib arvuti 
oma vastuseid õigete vastustega. Kui 
valede vastuste hulk on suur, siis 
arvuti reevalveerib oma algse algo
ritmi ning vastavalt sellele kohandab 
sisemised parameetrid (4). Korrigee
ritud andmed söödetakse masinasse 
uuesti ja uuesti, kuniks vastused on 
saavutanud vajaliku õigete vastuste 
platoo. Sellist analüütilist protsessi 
nimetatakse juhendatud masinõp
peks. Õige tulemuseni jõutakse juba 
olemasolevatele õigetele vastustele 
toetudes.

Mittejuhendatud masinõpe on 
protsess, kus ei ole eelnevaid (õigeid) 
vastuseid ning eesmärk on mudel
dada andmete struktuuri või jaotust. 
Selline lahendus sobib seoste leid
miseks (5).

Nn süvaõpe (deep learning) on 
masinõppe alalõik, mis kasutab nn 
tehisneuronite võrgustiku (artificial 
neural network, ANN) struktuuri. 
Inspireeritud on see bioloogilisest 
neuronite võrgustikust. Analüüs 
toimub mitmete moodustatud ANNi 
kihtide vahel, kus igale kihile on 
antud nö eneseõpetamise võime. 
See võimaldab masinal kiiresti ja 
suures mahus vastu võtta komp
leksseid ülesandeid (1). 

T I sel l i sed võimsad andme
töötlusmahud meditsiinis võiksid 
ärevakski teha, sest inimaju oleks 
justkui masinaga asendatav. TI 
võimekus hallata väga suuri andme
massiive koos enesekorrektsiooni 
võimekusega on siiski, vähemalt 
lähemas tulevikus, vaid oluliseks 
abiliseks kliinilises tegevuses, ravi
otsuste langetamisel ning ravitule
muste analüüsil ja ennustamisel. TI 
on juba praegu ja seda tuleviks üha 

rohkem, integreeritud diagnostika
seadmetesse. 

Alljärgnevalt on tutvustatud TI 
kasutamise võimalusi oftalmoloo
gias, kus TI üheks kasutatavamaks 
valdkonnaks on reetinahaigused, 
nä itena ea l ine makulopaat ia ja 
diabeetiline retinopaatia. 

eALiNe mAKuLOPA AtiA
Ealine makulopaatia (age-related 
macular degeneration, AMD) on 
elukaare 60.–70. aastatel käivituv 
patoloogiline võrkkesta kollatähni 
a inevahetusl ik protsess ,  m ida 
iseloomustavad jääkainete kuhju
mine, isheemia ning normaalse 
rakulise struktuuri hävimine (6). 
AMD on peamine vanema generat
siooni pöördumatu terava nägemise 
kaotuse põhjus (7). Haiguse täpne 
diagnostika ja muutuste prognoos 
võimaldab korraldada ravi, teha 
muudatusi elustiilis ja langetada 
patsientidel endil otsuseid oma 
tulevikku puudutavates küsimustes. 

Suur i  edusamme on tehtud 
seisundi sõeltestimisel. Kermany 
juhitav uurimisrühm (8) analüüsis 
4689 patsiendi 108 312 silmapõhja 
ülesvõtet. Kasutati lahendust nimega 
„masinõppe liigiti“ (MÕL, machine 
leaning classifier), mis stratifitseeris 
tulemused seisundi raskusastmest 
lähtudes. Sellise meetodiga saavutati 
tundlikkus 0,978, spetsiifilisus 0,974 
ja AUROC (area under the curve of 
the receiver operating characteristic) 
0,999 haiguse klassifitseerimisel. 
Tulemus oli statistiliselt võrreldav 
erialaekspertide hinnanguga (8). 

L i s a k s  s õ e l t e s t i m i s e l e  o n 
mitmetes uuringutes keskendutud 
haiguse raskusastmetele ja nägemis
teravuse muutuste ennustatavusele 
optil ise koherentse tomograafia 
(OCT ) ü lesvõtete põhja l .  P rof 
SchmidtErfurthi juhitud töörühm 
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pani kokku sellise MÕLi, mis põhineb 
2456 ülesvõttel, mis olid tehtud 614 
silmapõhjast. Uuringusse kaasatud 
patsiendid olid juba rav il VEGFi 
(vascular endothelial growth factor) 
antikehadega AMD nn märja vormi 
tõttu kas igakuiselt või pro re nata 
režiimis. Eesmärk oli ennustada 
nägemisteravust ühe aasta jälgimis
perioodi möödudes. Nende mudel 
oli suuteline ennustama täpsusega 
12,9 tähte ETDRSi (early treatment 
diabetic retinopathy study) süsteemi 
järgi (9). See on oluline info igal konk
reetsel juhul raviskeemi koostamisel. 

Haiguse raskusastmete hinnang 
silmapõhja värvifotodele toetudes 
(fundusfoto, FF ), mis on erinev 
tehnoloogiline lahendus võrreldes 
OCTga, on andnud samuti väga luba
vaid tulemusi. Dr Burlina töörühma 
väljatöötatud MÕL analüüsis 5664 
fotot ja tulemuseks oli tundlikkus 
0,794, spetsiifilisus 0,815 ja AUROC 
0,934, eriala spetsialistide ekspertiis 
oli vastavalt 0,758; 0,850 ja 0,952 (10). 

Mõlemad ülesvõtte meetodid, 
OCT ja FF, on väga laialt levinud ja 
kättesaadavad tänapäeval ka esma
tasandi meditsiinis. Masinõppeline 
TI on lootustandev võimalus nii AMD 
sõeluurimiseks kui ka raskusastme 
hindamiseks ja toetab raviotsuste 
tegemist. Samuti aitab see regu
laarsete ülesvõtetega saadavat kasu 
võimendada.

Selle metoodika potentsiaalne 
kasu tuleb eriti ilmekalt esile juhtudel, 
kui on tegemist AMD neovaskulaarse 
vormiga ja kui on vaja prognoosida 
ravi vajadust VEGF antikehadega ja 
ravimi manustamise sagedust. Prahsi 
oma töörühmaga leidis, et süvaõp
peline TImudel on sama täpne kui 
erialaspetsialistide tehtud prognoos, 
ennustamaks haiguse kontrolli all 
hoidmiseks vajalike süstete režiimi 
(11). Mõlemas uuringus oli ennustus 
õige 95%l juhtudest. 

DiABeetiLiNe 
RetiNOPA AtiA
Diabeetiline retinopaatia on teine 
võrk kesta ha ig us ,  m i l le  d iag
noosimisel, seirel ja ravis on TIl 
suur potentsiaal. Tegemist on ühe 

peamise nägemispuuet põhjustava 
ha igusseisundiga (12). Aastaks 
2030 on prognoositud suurusjärgus 
336 miljonit diabeetikut, kel lel 
hinnanguliselt 34,6%l esineb DR 
ning kellest 10,2%l on see nägemist 
ohustavas raskusastmes (13, 14).

Mitmed uuringud on tõestanud 
TI väga head kasutuskindlust FFide 
põhjal tehtud diabeetiliste muutuste 
avastamise ja ka triaaži võimekuse 
suhtes. Si lmapõhja värv i fotode 
tegemine on olnud kasutusel üle 
maailma juba aastakümneid ja see 
võimaldab MÕLide konstrueerimisel 
kasutada väga suuri algandmebaase. 
Nagu AMDgi korral on saadud tule
mused võrreldavad erialaekspertide 
tehtud otsustega (15–17).

Erinevatel uuringurühmadel 
on kasutada olnud sajad tuhanded 
FFid, kõrvutades kümneid tuhan
deid normileiu ü lesvõtteid DRi 
omadega. Näitena kasutas Gulshan 
oma töörühmaga algoritmi koos
tamiseks 118 419 ülesvõtet: 64 660 
fotot DRiga (kerge, keskmine, raske 
ja proliferatiivne ning ilmse diabee
tilise maakuli ödeem, DME) ja 53 759  
normileidu kontrollrühmas (15). 

Uuringutes leitud MÕLi tund
likkus jäi vahemikku 0,870–0,903, 
spetsiifilisus 0,981–0,985 ja AUROC 
vahemikku 0,936–0,991 (15–17). 

KOKKuVÕte
Nende mudelite üheks piiravaks 
teguriks on tõsiasi, et vähemalt 
praegu ei suuda masinad selgeks 
õppida ega sünteesida kahest erineva 
metoodikaga, OCTga ja FFiga, tehtud 
ülesvõtetest tulevat infot (1). Isegi 
nendele praegustele puudustele vaata
mata oleksid juba kasutusel olevad 
MÕLid väga hea analüüsivõimega ning 
potentsiaalselt kasutatavad ka Eestis. 
Seda eriti jõudsalt edeneva iseseiva 
õendusteenuse ja spetsialiseeritud 
õdede vastuvõttude valguses.

Eestis on meditsiinilised andmed 
peaaegu kõik digitaalsel kujul olemas 
ja potentsiaalselt (rist)kasutatavad. 
Meil on tervet Eestit kattev haig
lavõrk. Tehisintellekti kasutusele
võtt oleks organiseerimise ja sõna 
otseses mõttes tehnikaküsimus. 

Usutavasti oleks ka sellise ettevõt
mise haigekassa poolne rahastamine 
mõeldav, sest praegusel ajal ja väga 
suure tõenäosusega ka tulevikus saab 
kaugtööl olema suur osakaal ning 
vähemate visiitide arvelt saab kokku 
hoida. See võimaldaks ka väiksemates 
keskustes ja Eesti geograafilises 
mõttes äärealadel saada täisväärtus
likku meditsiinilist erialalist teenust.
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